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Abstract

Although the potential for modeling dynamic systems, intrinsic in the recurrent neural network
arquitectures is superior to the dynamic representational capabilities of the traditional feedfoward net-
works, they have not been widely used for model based control of nonlinear systems; possibly due the diffi-
culties with the training algorithms. In this paper, we present a multi step nonlinear predictive controller,
using recurrent neural networks trained with a new simplified algorithm, to model nonlinear multi step
predictors. The proposed controller was then evaluated using it to control a rather difficult, highly nonlin-
ear CSTRwith a first order irreversible exothermic reaction. Its performance was satisfactory in the whole
range of operation, and considerably better than the one obtained with the same predictive controller
structure but using as a model, for the multi step prediction, the traditional concatenated sequence of one
step ahead prediction static feedfoward networks. Based on the simulation results, we also present an

analysis of the effects pf penalizing the control actions on their deviations, on the closed loop steady state
offsets, in the presence of imperfect predictors.

Key words: Predictive process control, control based in neural networks, nonlinear process control,
control based in recurrent neural networks.

Controladores predictivos de pasos multiples basados
en redes neuronales

Resumen

En el desarrollo de controladores basados en modelos se han propuesto varios esquemas que utili-
zan redes neuronales, en general del tipo feedfoward. En el presente trabajo se estudia el uso de redes
neuronales recurrentes en el desarrollo de algoritmos de control predictivo de pasos multiples y se presen-
ta un algoritmo simplificado para su entrenamiento. El desempeno del controlador propuesto se evalaa
aplicandolo al control de un reactor de mezcla completa con una reaccién exotérmica irreversible de pri-
mer orden. El comportamiento del controlador propuesto resulto ser satisfactorio para todas las regiones
de operacion del reactor, y en todos los casos fue superior al obtenido usando redes neuronales feedfo-
ward concatenadas como modelos predictivo. Basado en los resultados obtenidos de las simulaciones, se
presenta ademas un analisis cualitativo de la presencia y de la magnitud de los errores en el estado esta-

cionario cuando se utilizan controladores basados en modelos aproximados y se penalizan las acciones de
control o su variacién.

Palabras clave: Control predictivo de procesos, control basado en redes neuronales, control de
procesos no lineales, control basado en redes recurrentes.
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Introduccion

Los controladores predictivos de pasos
multiples aplicados a sistemas no lineales pre-
sentan grandes dificultades debido a los proble-
mas inherentes asociados al modelaje del siste-
may a laresolucion del problema de programa-
cion no lineal en cada periodo de muestreo, ya
que en la gran mayoria de las situaciones reales
solo se dispone de modelos aproximados, y me-
diante la estrategia del control predictivo se tra-
ta de obtener su inversa realizable (que también
son aproximadas) para usarlas como controla-
dores [1, 2].

El desarrollo reciente de las redes neurona-
les como herramienta de modelado, y su facilidad
de aproximar el comportamiento de sistemas sin
un conocimiento detallado de los mismos, ha he-
cho que comenzara a popularizarse el estudio del
control predictivo usando como modelos redes
neuronales entrenadas con datos experimenta-
les. Esta propiedad las hace muy atractivas para
su utilizacién en el control no lineal y ha motiva-
do la realizacion de una considerable cantidad de
trabajos en el ambito académico sobre su aplica-
cion a problemas tan diversos como control de
servomecanismos, sistemas de reaccion quimi-
ca, neutralizacion, etc. [3-8].

Entre las redes neuronales utilizadas para
aplicaciones de control predictivo tenemos; las
redes feedfoward y las redes recurrentes. La re-
des feedfoward presentan una gran capacidad de
aproximacion para funciones continuas [9] que
permiten emular satisfactoriamente el compor-
tamiento estatico de un sistema, mientras que se
ha observado la dificultad que presentan para el
modelaje dinamico de los mismos. Estas redes
han sido utilizadas de forma concatenada [10,
11] o en la estimaciéon de parametros para hori-
zonte fijo en implementaciones de MPC, obte-
niéndose resultados relativamente aceptables
[12], pero sin estudiar la influencia del modelo
sobre el desempeno del controlador para el caso
no lineal.

En trabajos mas recientes se han desarro-
llado aplicaciones utilizando redes recurrentes
tipo Elman o Jordan, las cuales tienen la caracte-
ristica de retroalimentar los estados o la salida a
la capa oculta de la red, evolucionando hasta un
estado de equilibrio, esta caracteristica dinamica

hace que sean bastantes utiles cuando se requie-
ren aproximar sistemas dinamicos bajo ciertas
condiciones [13, 14]. Investigaciones recientes de
las propiedades de las redes neuronales recu-
rrentes revelan que el objetivo del algoritmo de
entrenamiento de este tipo de redes es similar al
objetivo que se desea lograr en el controlador pre-
dictivo de pasos multiples basado en modelos.

La mayoria de los trabajos presentados
hasta los momentos en la literatura, estudian el
desempeno de los controladores predictivos utili-
zando modelos perfectos, estableciéndose anali-
ticamente las condiciones necesarias para ga-
rantizar la accion integral [15] y muy pocos pre-
sentan el andlisis cualitativo del desempernio del
MPC, basado en modelos no lineales imperfectos
[16, 17], sobre todo utilizando redes neuronales
recurrentes como modelos predictivos. Debido a
que la probabilidad de obtener modelos nomina-
les o perfectos es muy baja, es importante estu-
diar los efectos que se presentan en el caso de uti-
lizar modelos con errores en aplicaciones de con-
troladores basados en modelos, tales como; de-
sempeno dinamico defectuoso y presencia de
errores residuales en el estado estacionario. Para
el caso particular de penalizar la accion de con-
trol en la funcién objetivo, se ha demostrado la
presencia de error en el estado estacionario, in-
dependientemente del modelo utilizado, la mag-
nitud de este error aumenta a medida que se in-
crementa la penalizacién [16].

El presente trabajo tiene como objetivo
principal realizar un estudio del desemperio del
controlador predictivo de pasos multiples en pro-
cesos no lineales, utilizando redes neuronales re-
currentes tipo Jordan y tipo Elman, las cuales
han sido poco estudiadas en €l control basado en
modelos. El sistema considerado, consiste en el
proceso de reaccion exotérmica irreversible de
primer orden en un reactor de mezcla completa.
Se estudia el desempeno del controlador predicti-
vo y su comportamiento se compara con el con-
trolador propuesto por Ishida [10] basado en re-
des feedfoward. Asi mismo se analiza cuantitati-
vamente el efecto que tiene la calidad del modelo
predictivo en el desempeno del MPC.

De manera general, en este trabajo se persi-
gue obtener un modelo con los componentes es-
taticos bien ajustados, que permita que el error
tienda a cero en el estado estacionario en pocos
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pasos de prediccion, sin necesidad de utilizar
ningun tipo de estrategia adicional, para obtener
control integral.

Implementacion del Controlador
Predictivo de Pasos Miltiples
hacia delante

El objetivo del MPC es seleccionar un con-
junto de movimientos futuros de control de ma-
nera de minimizar una funcién basada en una
trayectoria de salidas deseadas en un horizonte
de prediccién.

min N 2
u(k)... ulke+ M =1 3 [y, lc + j) -y, (k + )]
j=1

M-1
+2,82[Au(k+1)]2. (1)

t=1

Sujeto a las siguientes restricciones im-
puestas por la dinamica del sistema;

yple+ ) = FQy,lk+ j—1  ulk + j-D) . (2)

Opcionalmente se pueden considerar las
restricciones fuertes impuestas por:

Uplk + ) S Y (= 1,...N) (3)

IA

Ymin

IA

ulk+ j)< up,, (=0,1,..,M-1) (4)

u'mjn

[ulke + j) —ulk+ j-1] < Aup,, (j=0,1,...M—1)
(5)

donde Ny M son el horizonte de prediccion y con-
trol respectivamente. Las variables de decisién
ulkc+19 (i=0,...,M~- 1) son los movimientos de con-
trol sobre un horizonte M el cual es una entrada
manipulada (M < N) y se asumen que permanecen
constantes para el intervalo de muestreo rema-
nente:

ulk + j)=u(k+ M—-1) (j=M,...N-1). (6)

Independientemente que la optimizacién
esta basada en un horizonte de control, solo se
implementa la primera accién del vector calcula-
do. Entonces se obtiene las salidas del proceso, y
en algunos casos se realiza una compensacion
debido a las inexactitudes entre la salida del pro-
cesoy la salida del modelo, para nuevamente eje-

cutar la optimizacion en el siguiente intervalo de
muestreo.

En la funcién objetivo (1) se penaliza la ac-
cion de control y el error; es decir, eligiendo los
pesos apropiados de o y B, es posible eliminar la
necesidad de usar restricciones fuertes, convir-
tiendo el problema general en un problema de
cuadrados minimos no lineal, que es mas facil y
rapido de resolver que el problema general que
incluye las restricciones [10].

Redes neuronales feedfoward y
recurrentes

Una de las grandes ventajas que proporcio-
na las redes neuronales para identificacion de
sistemas, es que no se requiere tener conoci-
miento del proceso para lograr la obtencién de re-
laciones funcionales entre las entradas y las sali-
das del sistema.

A pesar de que existe una gran cantidad de
arquitecturas de redes neuronales y de algorit-
mos de aprendizaje, para aplicaciones en el area
de control se ha utilizado con mayor frecuencia
las redes neuronales de arquitectura multicapa
hacia adelante y el algoritmo de aprendizaje lla-
mado retropropagacion, el lector interesado pue-
de revisar la referencia [18] para obtener mayor
informacion. Existen muchos tipos de redes neu-
ronales (perceptrénicas, redes de Kohonen, redes
de Hopfield, Elman, Jordan o tipo Pineda, etc.) y
varios algoritmos de aprendizajes, sin embargo,
para modelar la dinamica de la mayoria de los
procesos quimicos se utiliza la configuracién
multicapa hacia delante y las redes neuronales
recurrentes.

Redes recurrentes

Muchas aplicaciones basadas en modelos
de prediccién requieren una buena prediccion de
la dinamica del sistema, una forma de lograr este
objetivo, es mediante €l entrenamiento de una
red feedfoward con valores retardados de la sali-
da alimentados en la capa de entrada. Unarepre-
sentaciéon dinamica mucho mas satisfactoria se
obtiene al proporcionar retroalimentaciones in-
ternas en la red neuronal. Entre este tipo de re-
des se ha desarrollado una gran variedad, siendo
las mas ampliamente utilizadas las redes tipo
Jordan, las cuales retroalimentan valores pasa-

Rev. Téc. Ing. Univ. Zulia. Vol. 28, No. 3, 2005



Controladores predictivos de pasos multiples basados en redes neuronales 213

dos de la salida de la red a neuronas en la capa
oculta, las redes tipo Elman [19] donde los valo-
res pasados de las salidas de las neuronas de la
capa oculta se retroalimentan dentro de estas
mismas neuronas.

Estas redes poseen propiedades dinamicas
que hacen posible que la red tenga memoria in-
terna, adicionalmente se ha observado que pue-
den filtrar el ruido de manera mucho mas satis-
factoria que las redes perceptronicas multicapa,
tanto para tamanos de muestras pequeno como
para grandes muestras.

Una de las caracteristicas mas util de este
tipo de topologia es que puede representar cual-
quier orden de retrasos implicitamente en vez de
explicitamente. Ha sido comprobado que bajo
ciertas condiciones las redes recurrentes pueden
utilizarse para aproximar a una precision arbi-
traria una descripcion discreta en variable de es-
tado [12, 13, 20].

Descripcion del Sistema

El proceso estudiado en este trabajo es un
reactor exotérmico de mezcla completa. Conside-
rando que la reaccion es irreversible A—>B, se tie-
ne que el modelo del proceso puede representar-
se a través de dos ecuaciones diferenciales obte-
nidas a partir de los balances de masa y energia
del sistema. Estas ecuaciones pueden escribirse
en forma adimensional de la siguiente manera:

X2 ] (7
I+ x, /¢

x, =—x, + Dall—xl)exp[

X, ==X, + B* D, (1— x,)exp

—2 )+kw—x21
I+ x, /@

(8)

Y=Xy, (9

donde x, y x, son respectivamente, la concentra-
cion de reactante y la temperatura del reactor en
forma adimensional. La entrada, , es la tempe-
ratura del agua de enfriamiento en la chaquetay
los parametros fisicos D,, ¢, By k se definen en la
Tabla 1. Este sistema ha sido ampliamente estu-

Tabla 1
Parametros Fisicos del Sistema
de Reaccion

_Parametro Fisico Adimensional  Valor
Numero de Damkohler, D, 0,072
Energia de Activacion 20,0
Adimensional, ¢

Calor de Reaccion, B 8.0
Coeficiente de Transferencia de 0,30

Calor. k

diado por Ishida [10], Bequette [7], Arkun [8] y
otros.

Este proceso presenta diversos comporta-
mientos dependiendo de la region de operacion
en la que se encuentre. Por lo que el control cons-
tituye un reto debido a que el proceso presenta
un comportamiento inestable en la zona de con-
versiones intermedias en el reactor.

Simulacion Digital del Proceso

En la realizacion de este trabajo, los datos
para la etapa de entrenamiento de la red neuro-
nal fueron generados tanto en lazo abierto como
en lazo cerrado. Estos datos se obtuvieron me-
diante la integracion numérica de las ecuaciones
diferenciales (7-9).

Las variaciones en la temperatura del agua
de enfriamiento, y, fueron realizadas en forma de
pulsos rectangulares distribuidos uniformemen-
te de amplitud [-2,2], variando la duracion de la
perturbacion de manera que la respuesta abar-
cara la zona donde el proceso presenta un com-
portamiento altamente no lineal e inestable.

La identificacién del modelo del proceso se
realiz6 usando los datos de entraday salida gene-
rados a partir de la simulacién del sistema tanto
en lazo abierto como en lazo cerrado. Se entreno
redes neuronales feedfoward, recurrentes tipo
Elman y tipo Jordan con una topologia de dos
neuronas en la capa oculta con funciones de
transferencia logaritmo sigmoidales, utilizando
el algoritmo de Levenberg-Marquardt para la es-
timacion aproximada del gradiente [21].
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En este trabajo las arquitecturas de las re-
des neuronales tipo Jordan se implementaron
mediante una red neuronal feedfoward conectan-
do la salida realimentanda a la capa de entrada
utilizando un retardo de esta senal y el algoritmo
de entrenamiento utilizado es la retropropagacion
al través del tiempo truncada (BTT(n)) [22].

Se comprobd la capacidad de la red neuro-
nal para predecir de forma 6ptima el estado esta-
cionario del proceso, estimando los valores del
equilibrio que la misma podia predecir y compa-
randolos con los valores del estado estacionario
que el sistema puede alcanzar para diferentes va-

lores en la variable manipulada. De esta forma se -

pudo obtener una red neuronal que emulaba sa-
tisfactoriamente tanto la dinamica del sistema
como el estado estacionario del mismo.

Casos Estudiados

En este trabajo se implemento el MPC utili-
zando las ecuaciones diferenciales (7-9) como
modelos perfectos y redes neuronales feedfoward
imperfectas como modelos imperfectos.

Para estudiar el desempeno del controlador
predictivo de pasos multiples, se realiz6 cambios
en el valor deseado de manera de llevar el proceso
a la region inestable y se verifico el comporta-
miento del MPC utilizando modelos predictivos
nominales, redes neuronales feedfoward y redes
recurrentes, modificando los parametros de la
funcién objetivo (1), sin considerar las restriccio-
nes y sin compensacion de errores.

0.5 ——

Influencia de la Penalizacion
en el Cambio de la Accion
de Control

Comportamiento del MPC utilizando
un modelo nominal

En esta seccidn se estudia la influencia de la
penalizacion en el cambio de la accién de control.

En la Figura 1 se puede observar el compor-
tamiento del sistema cuando se controla en lare-
gion inestable, utilizando un modelo predictivo
perfecto y un horizonte de prediccién de 5 pasos,
el resultado se traduce en una respuesta estable,
sin la presencia de error e independiente del fac-
tor de penalizacién en los cambios de las accio-
nes de control.

Comportamiento del MPC utilizando
redes neuronales

Al utilizar de forma concatenada en el algo-
ritmo del MPC una red neuronal feedfoward, se
observa error en el estado estacionario, el cual es
independiente de la magnitud de la penalizacién
en los cambios de las acciones de control. A medi-
da que se aumenta f§ en (1) se observa un incre-
mento en el sobreimpulso, esto es debido primor-
dialmente a que los componentes dinamicos del
sistema no son modelados 6ptimamente. El mo-
delo neuronal presenta desviaciones en los com-
ponentes estaticos y dinamicos del proceso, afec-
tando la estabilidad, como se puede observar en
la Figura 2.

—

25 30 35 40 45 50
Tiempo

Figura 1. Comportamiento del MPC utilizando un modelo nominal.
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Este analisis se realiz6 utilizando como mo-
delo predictivo una diversidad de redes feedfo-
ward entrenadas, observandose de manera gene-
ral que se obtiene mejores resultados con aque-
llas redes que predicen de manera satisfactoria el
estado estacionario del proceso.

En la Figura 3 se puede observar como la
penalizacién sobre el cambio de las acciones de
control, no tiene efecto significativo en el desem-
peno del controlador, cuando se utiliza como mo-
delo predictivo la red recurrente tipo Jordan ob-
tenida en este trabajo. Comportamientos simila-
res al observado en el caso de utilizar un modelo
nominal o perfecto.

08

Influencia del Horizonte
de Prediccion, N

En esta seccion se verifica la influencia del
horizonte de predicciéon sobre el desempeno del
controlador predictivo de pasos multiples, sin
penalizar el cambio en las acciones de control y
utilizando una red neuronal feedfoward con me-
jor ajuste de los componentes estaticos que di-
namicos.

EnlaFigura 4 se puede observar que a me-
dida que aumenta el horizonte de prediccion,
aumenta el error en el estado estacionario y se
mejora la estabilidad del sistema. Comporta-

07

06

0.5
y()

0.4

0.3

0.2

0.1 L L ‘

1 1 1 ! =

40 45

Tiempo

50

Figura 2. Comportamiento del MPC utilizando una red feedfoward.
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Figura 3. Comportamiento del MPC utilizando una red recurrente.
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mientos similares se obtienen en el caso de utili-
zar redes recurrentes tipo Elman que no emulen
satisfactoriamente los componentes estaticos
del sistema.

Aunque no se muestra en este trabajo,
cuando se utiliza un modelo nominal y/o unared
neuronal recurrente tipo Jordan bien entrenada,
no se observa error en el estado estacionario, in-
dependientemente de la longitud del horizonte de
prediccion. En este caso particular se logra solo
mejoras substanciales en cuanto a estabilidad al
aumentar el horizonte de prediccion.

0.8 T == 4 —

Comparacion
del Comportamiento del MPC
utilizando Diferentes Tipos
de Modelos

En la Figura 5 se puede visualizar el desem-
peno del MPC utilizando un modelo nominal, re-
des neuronales feedfoward y recurrentes como
modelos predictivos, de las figuras se puede ob-
servar que las redes neuronales recurrentes tipo
Jordan proporcionan mejor desempeno dinami-
co y sin errores en el estado estacionario.

0.7
06
y(t) °°
0.4

03

0.2

————— N=3 W
..... -N=5

N=10 7

S SR oo

S~ - S e e—m=mT T T T — e — - ——
.............................. 7

01 . , { ; \ . ! . ;
0 5 10 15 20 26 30 35 40 45 50
Tiempo

Figura 4. Desempeno del MPC con respecto al horizonte de prediccion.
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0.15 -— - — RNA Recurrente Elman -
0,1 1 1 et | E— | . — — ! R —l J
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Figura 5. Comparacion del desempeno del MPC Basado en redes neuronales.
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Conclusiones

Cuando se utiliza un modelo predictivo no
lineal perfecto, es posible controlar el sistema
en la region inestable, sin la presencia de error
e independiente de la penalizacién sobre el
cambio de la accion de control. La magnitud de
la penalizacién solo afecta el tiempo de res-
puesta del sistema, a medida que ésta aumenta
se observa un incremento en el tiempo de res-
puesta. Al utilizar un modelo con desviaciones,
tal como la red neuronal feedfoward obtenida
en este trabajo, podemos observar que se pre-
senta error en el estado estacionario y es inde-
pendiente de la penalizacion sobre los cambios
de las acciones de control, ademas que a medi-
da que aumenta la penalizacion se incrementa
el sobreimpulso.

Cuando el modelo predictivo es perfecto, no
se observa error en el estado estacionario, inde-
pendientemente de la longitud del horizonte de
prediccién, obteniéndose solo un aumento en el
tiempo de subida. Para el caso de utilizar mode-
los predictivos imperfectos, a medida que se in-
crementa el horizonte de prediccion aumenta el
error en el estado estacionario y el sobreimpulso
disminuye. Intuitivamente se puede concluir que
este aspecto se debe a la acumulacién de errores
durante la utilizacion de forma concatenada de
los modelos predictivos imperfectos.

En forma general se puede concluir que el
desempeno de un controlador predictivo basado
en modelos, dependera de la exactitud del mode-
lo predictivo utilizado. Laacumulacion de errores
durante la utilizacion iterativa de las redes neu-
ronales es mucho mas acentuada en las redes de
retropropagacion que en las redes recurrentes,
siendo las segundas las que mejor ajustan los
componentes estaticos y dinamicos de la gran
mayoria de procesos o sistemas. La red neuronal
debe emular satisfactoriamente tanto en los com-
ponentes estaticos como dinamicos para obtener
un desempeno satisfactorio del MPC.

Se obtiene un mejor desempeno del siste-
ma de control, sobre todo en la region altamente
no lineal e inestable, con las redes neuronales
recurrentes que presentan realimentaciones de
la salida hacia la capa oculta, como las tipos
Jordan.
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